
合成データで実現する、10億人規模データのシングルパス因果推論

「有害な薬」がp<0.0001
で「有益」と報告される。
合成データ10億人で確かめた

多施設の医療データから薬の因果効果を推定するエンジンと、合成データ10億人規模で

の検証。

素朴な方法が壊れるところから始めて、なぜ提案手法とその規模が必要になるのかを追

う。



はじめに / 開示事項

利益相反（COI）はない

CONFLICT OF INTEREST

資金・報酬

本研究に対する企業・団体からの資金提供、報

酬、便宜供与はない。開示すべき利益相反は存

在しない。

INDEPENDENT RESEARCHER

立場

発表者は独立研究者として個人で実施してい

る。所属先とは一切関係がなく、所属先を代表

する見解でもない。

OPEN SOURCE

成果物

コード・データ生成・結果はすべてOSSとして

公開している。誰でも再現・検証できる。

本発表で使うデータはすべて合成データであり、実患者のデータは一切含まれない。



はじめに / 全体像

作ったものと、測った規模

規模

10 億患者 / 1,000施設

処理時間

104 秒 / 24コア

施設あたり通信

584 バイト・1回だけ

ピークメモリ

<3 GB（家庭用PC）

患者データは1バイトも施設外に出ない。すべて合成データによる検証である。



はじめに / 要約

3行でいうと

素朴にやると壊れる。薬を飲んだ人と飲まなかった人の平均を引き算すると、真の効果が −1.5（有害）の

薬が +0.056（有益）と推定される。しかも p<0.0001 で、信頼区間は0をまたがない。

01

原因は交絡と、比較相手の不在。これは「データが足りない」失敗ではないので、データを増やしても直ら

ない。

02

調整して規模を上げると、直る相手がいる。傾向スコアで調整し100万→10億人まで増やすと、最も希少な

グループ（有病率0.075%）の乖離が −28% → ほぼ0% になる。それが家庭用PCで104秒。

03



用語 / 先に3つだけ

残りの用語は、必要になった場所で導入する

AVERAGE TREATMENT EFFECT

因果効果 / ATE

「薬を飲んだ場合」と「飲まなかった場合」の

差。同じ人の両方は観測できないので、集団で

平均した差（ATE）を推定する。

ESTIMATED GFR — ML/MIN/年

eGFR

腎機能の指標。この解説で追う結果指標はその

年間変化量で、値が大きいほど腎機能が保たれ

ている。

FEDERATED ANALYSIS

連合解析

患者データを1か所に集めず、各施設で計算し

た集計値だけを持ち寄って全体の答えを出すや

り方。個人情報が施設外に出ない。



01 — 素朴な方法

まず、平均を引き算してみる

薬の効果を知りたい。いちばん素直な方法は「飲んだ人の平均 −

飲まなかった人の平均」だ。

しかもこの計算は、患者データを集めなくてもできる。各施設が

合計と人数を送ってくれれば、中央で割り算するだけで全体平均

が出る。

プライバシーは守られ、通信は40バイト、計算も一瞬。標準誤

差も信頼区間もp値も普通に出せる。

考え方 単純平均差

// 各施設が送るもの

// （患者データではなく合計値だけ）

{ treated_sum, treated_n,

  control_sum, control_n }   // 40 B

// 中央でやること

ATE = (Σ treated_sum / Σ treated_n)

    - (Σ control_sum / Σ control_n);

では、これで何が起きるかを見る。



02 — 壊れる

高い精度で、符号を間違える

100万人の合成データ（真の効果が分かっている。作り方は04で説明する）に対して、有病率の違う3

つのグループで実行した結果。

層 有病率 n 真の効果 推定値 p値 判定

1 / 一般 16% 160,000 +2.0 +0.611 <0.0001 69% 過小

2 / 準希少 0.4% 4,000 −1.5 +0.056 <0.0001 符号が逆

3 / 希少 0.064% 640 +1.5 +0.060 <0.0001 25倍 過小

polypharmacy-results/tier{1,2,3}/results.json  — 100万人・調整なし



02 — 壊れる / 実際の出力

符号が逆転したJSON

polypharmacy-results/tier2/results.json 有病率 0.4%

{

  "config": {

    "tierName": "Interaction 2: Moderate polypharmacy",

    "tierPrevalence": 0.004,

    "trueEffect": -1.5              // 真の効果は「有害」

  },

  "federatedEstimate": {

    "ate": 0.0561698,              // 推定は「有益」← 符号が逆

    "se": 0.0064130,

    "ci_lower": 0.0436003,         // 信頼区間は 0 をまたがない

    "ci_upper": 0.0687393,

    "z": 8.7587288,

    "pvalue": 0                     // 「強く有意」

  },

  "privacy": { "bytesPerSite": 40, "reductionFactor": 500000 }



02 — 壊れる / ここを見落とすと全部間違える

これは検出力不足ではない。
データを増やしても直らない失敗である。
検出力不足なら、データを増やせば直る。しかしこれは違う。データを増やすと信頼区間

は狭くなるが、狭まる先が誤った値なので、より自信をもって間違えるようになるだけ

だ。



03 — 原因と仮説 / 原因1

交絡：比べている2群がそもそも別物

薬を飲んだ人と飲まなかった人は、くじ引きで分かれたわけではない。医師が選んでいる。主犯は年齢

で、2つの経路が同じ「年齢」を通っている。

経路1 — TREATMENT ASSIGNMENT

年齢 → 処方

医師は重症＝高齢の患者に薬を出しやすい。だから治療群は系統的に高齢

になる。

経路2 — NATURAL PROGRESSION

年齢 → eGFR

高齢者は薬に関係なく腎機能が速く落ちる。だから治療群は放っておいて

も悪化する。

数字で見る交絡

層1（一般、16%）の真の薬効は +2.0。単純比較では +0.611 しか出ない。薬で改善したぶんが「もともと悪化しやすい」に食われて相殺され

る。n=160,000 で p<0.0001 でも、この相殺は起きたままだ。



03 — 原因と仮説 / 原因2

比較相手がいない：希少群での重複不足

層2（n=4,000）や層3（n=640）では、事情がさらに悪い。

「80歳超・ループ利尿薬・腎機能低下」のような条件が重なると、その条件を満たしていて薬

を飲んでいない人がほとんど残らない。

比べる相手がいなければ、どんな統計手法でも差を推定できない。これが positivity（重複）

の問題と呼ばれるものだ。



03 — 原因と仮説 / 解決の方向

処方確率を予測して、重みで釣り合わせる

交絡が「治療群に高齢者が偏っている」ことなら、その偏りを打ち消せばよい。2段構えにする。

STEP 1 — PROPENSITY SCORE

傾向スコア

年齢・BMI・HbA1c・eGFRから「この患者が薬を処方される確率」をロ

ジスティック回帰で予測する。

STEP 2 — INVERSE PROBABILITY WEIGHTING

逆確率重み付け（IPW）

その確率の逆数を重みにして平均を取り直す。処方されにくいのに処方さ

れた珍しい患者を重く数え、擬似的に「くじ引きで割り当てた」状態に近

づける。



03 — 原因と仮説 / ここで立つ仮説

検証すべきことは2つに分かれる

仮説 A — 統計

調整と規模でバイアスは消えるか

IPWで調整し、希少群の症例数が確保できるまで規模を上げれば、推定は

真値に近づくはずだ。

ただし規模で解けるとは限らない。交絡由来の偏りと重複不足由来の偏り

は別物なので、どちらがどこまで解けるのかを分離して測る必要がある。

仮説 B — 工学

そもそもその規模が回るのか

有病率0.075%のグループで数万症例を得るには、総数が10億人規模にな

る。しかも患者データは施設外に出せない。

それがスパコンではなく手元のPCで現実的な時間に終わるのか。実測が

存在しなかった。

以降、04 検証用データの作り方 → 05 仮説Bの手法 → 06 何と比べるか → 07 両仮説の測定結果。



04 — 合成データ / なぜ自作するのか

実データでは真の効果が分からない。
だから推定が外れても、外れたことに気づけな
い。
ここまで「符号が逆」「69%過小」と言えたのは、真の効果を自分で埋め込んだからだ。

実装は src/dataGenerator.js（319行） の1ファイルに収まっており、外部データもファ

イル読み込みも一切ない。乱数から患者1人を組み立てる関数があるだけである。



04 — 合成データ / まず乱数から

線形合同法（Lehmer方式）

古典的な擬似乱数生成器。同じシードなら必ず同じ患

者列が出るので、結果が完全に再現できる。

正規乱数は Box-Muller 変換で作る。ここから全データ

が生成される。

src/dataGenerator.js 全データの出発点

class RandomGenerator {

  constructor(seed) {

    this.m = 2147483647;  // 2^31 - 1

    this.a = 16807;       // 定番の乗数

  }

  next() {                       // 一様乱数 [0,1)

    this.seed = (this.seed * this.a) % this.m;

    return (this.seed - 1) / (this.m - 1);

  }

  normal(mean, std) {            // Box-Muller

    const u1 = this.next(), u2 = this.next();

    return mean + std

      * Math.sqrt(-2 * Math.log(u1))

      * Math.cos(2 * Math.PI * u2);

  }

}



04 — 合成データ / 全体像

患者1人を6ステップで組み立てる

generatePatient()  がこの順序で1人を作る。順序が重要で、後のステップは前のステップの結果を入

力に使う。これが 03 で見た交絡構造そのものになっている。

年齢・BMI・人種・HbA1c・SES を施設プロファイルの正規分布から引く01

年齢とBMIからCKDステージを決め、5段階に離散化 → 範囲内の一様乱数でeGFR02

併用薬6剤を処方（利尿薬とループ利尿薬だけ患者の状態に依存）03

治療を割り当てる ← ここで交絡が生まれる04

4つのアウトカムと真の効果を埋め込む05

欠測を発生させる（SESが低いほど欠けやすい）06



04 — 合成データ / STEP 1 & 2

共変量と腎機能

Step 1 ベースライン特性

// 施設ごとの平均・SDの正規分布 + クリップ

const age = clamp(40, 95,

  rng.normal(siteParams.ageMean, siteParams.ageSd));

const bmi = clamp(15, 45,

  rng.normal(siteParams.bmiMean, siteParams.bmiSd));

// US施設は15%、それ以外は85%がアジア系

const raceAsian = rng.binomial(1,

  profile === 'US' ? 0.15 : 0.85);

// HbA1c 平均7.8%・SD1.2（全施設共通）

const hba1c = clamp(5.5, 12.0, rng.normal(7.8, 1.2));

// 社会経済状態（交絡と欠測の両方に効く）

const ses = rng.normal(0, 1);

Step 2 CKDステージ → eGFR

generateCkdStage(age, bmi) {

  const logit = -3.0 + 0.04 * age

    + 0.05 * bmi + rng.normal(0, 0.5);

  const p = 1 / (1 + Math.exp(-logit));

  if (p > 0.85) return 5;  // 確率を段階に読み替える

  if (p > 0.70) return 4;

  if (p > 0.50) return 3;

  if (p > 0.30) return 2;

  return 1;

}

// ステージごとの範囲から一様に引く

ranges = { 1:[90,120], 2:[60,89], 3:[30,59],

           4:[15,29], 5:[5,14] }

「年齢 → 腎機能」の経路が、後で決定的に効く。



04 — 合成データ / STEP 3

併用薬6剤 — ここが希少性の源

src/dataGenerator.js 6剤の処方

// 固定確率（患者の状態と無関係）

const metformin    = rng.binomial(1, 0.85);

const aceInhibitor = rng.binomial(1, 0.70);

const statin       = rng.binomial(1, 0.75);

const aspirin      = rng.binomial(1, 0.65);

// 利尿薬: 高齢・腎機能低下・高SESで処方されやすい

//   logit = -1.5 + 0.03×age - 0.02×egfr + 0.3×ses

const diuretic = this.generateDiuretic(age, egfrBaseline, ses);

// ループ利尿薬: 論理値の掛け算なので

// CKD3以上 かつ 70歳超 のときだけ 15% それ以外は 0%

この2剤が後で希少サブグループの定義に使われる。



04 — 合成データ / STEP 4

治療割り当て — 03 の交絡がここで生まれる

src/dataGenerator.js 交絡をわざと作る

// 「この患者がSGLT2i阻害薬を処方される確率」

// 高齢・高BMI・高HbA1cだと処方されやすい = 交絡の発生源（経路1）

computeTreatmentPropensity(age, bmi, hba1c, egfr, ses) {

  const confStrength = siteParams.confoundingStrength;  // 施設ごとの交絡の強さ

  const logit =

    -2.0 + 0.02 * age + 0.05 * bmi + 0.3 * hba1c - 0.01 * egfr

    + confStrength * 0.5 * ses;

  const prob = 1 / (1 + Math.exp(-logit));

return Math max(0 01 Math min(0 99 prob)); // 1%〜99%にクリップ

地味だが重要

最後のクリップが処方確率を1%〜99%に保証しているので、IPWの重み 1/prob  は最大でも100で止まる。つまり理論上の positivity 違反は起き

ない設計であり、それでも希少群で推定が壊れる（03の原因2は有限標本での重複不足である）、という状況を見ている。



04 — 合成データ / STEP 5 — 研究の心臓部

treatment に掛かる係数が、そのまま真の因果効果

generateOutcomes() 真の効果はすべてここに書かれている

// ① HbA1c変化（主効果）— 治療で 0.8 下がる

hba1cChange = -0.5 + (-0.8) * treatment + 0.01 * age - 0.3 * ses + rng.normal(0, 0.8);

// ② eGFR変化（この解説で追っている指標）

//    まず「薬と無関係な自然経過」。高齢ほど悪化 ← 03 の経路2

egfrChange = -2.0 - 0.05 * age - 0.5 * (ckdStage >= 3) + rng.normal(0, 3.0);

const interaction1 = hba1cBaseline > 8.0 && diuretic;

egfrChange += treatment * (1.0 + 2.0 * interaction1);   // 基礎+1.0、該当者は合計+3.0

// ③ 入院（interaction2 に +5%の絶対リスク）

混同されやすい

interaction2  と interaction3  に埋め込まれているのは入院と有害事象のリスクで、eGFRへの直接効果ではない。しかしeGFRの推定では、こ

れらのグループにも基礎効果 +1.0  が効いている。この重複が 06 の話につながる。



04 — 合成データ / STEP 6

欠測 — SESが低いほど欠けやすい

施設ごとの基礎欠測率に、SESが低い人ほど大きくな

る係数を掛ける（最大2.5倍）。MNAR（無視できない

欠測）である。

解析側はこの null  の患者をスキップする。だから10

億人を生成しても解析に乗るのは8.41億人で、後で見

るJSONの n  が総数と一致しない理由がこれだ。

src/dataGenerator.js 欠測の発生

const missingProb = siteParams.missingRate

  * (1 + 0.5 * clamp(0, 3, -ses));

const missing = rng.binomial(1, missingProb);

return {

  ...,

  hba1cBaseline: missing ? null : hba1cBaseline,

  egfrBaseline:  missing ? null : egfrBaseline,

  treatmentSglt2i: treatment, ...

};



04 — 合成データ / 施設プロファイル

施設IDを4で割った余りで循環的に割り当てる

プロファイル 平均年齢 平均BMI 多剤併用率 欠測率 交絡の強さ

US 68 ± 12 29 ± 6 35% 15% 1.2

Japan 72 ± 10 23 ± 3.5 28% 5% 0.8

Nordic 65 ± 11 26 ± 4 22% 8% 0.6

India 58 ± 14 24 ± 4.5 18% 25% 1.5

1,000施設なら各250施設ずつ。ただし変わるのはこの数値だけで、数式の構造そのものはどの施設も

同一である。



04 — 合成データ / サブグループ

有病率は指定していない。条
件式の結果として希少になる

名前 定義（すべて満たす） 埋め込まれた効果 実測有病率

interaction1 HbA1c > 8.0  ・ 利尿薬あり eGFR +2.0 追加（基礎+1.0と合わせて+3.0） 20.1%

interaction2 アジア系  ・ 年齢 > 75  ・ BMI < 22 入院リスク +5%（eGFRへの直接効果なし） 4.95%

interaction3 eGFR 30〜45  ・ ループ利尿薬 ・ 年齢 > 80 有害事象 +2%（eGFRへの直接効果なし） 0.075%

interaction3  が0.075%（約1,333人に1人）まで絞られるのは、3条件が重なり、しかも「ループ利尿

薬」自体がCKD3以上かつ70歳超でしか処方されないため。生成器のコメントにある目標値 0.00075

と実測が一致している。



04 — 合成データ / コードを読むと分かる注意点

実装と論文の食い違い

シードが二重に加算されている。 testOptimized.js  が baseSeed + siteId  を渡し、生成器が再度 seed +

siteId  する。実効シードは baseSeed + 2×siteId （42, 44, 46, …）。値は重複しないので実害はない。

線形合同法の性質上、1回目の出力が施設間で近くなる。シード42/44/46の最初の一様乱数は 0.000329 /

0.000344 / 0.000360。2回目以降は完全にばらけるので、影響は無視できる。

論文の欠測記述と実装が違う。論文は「5% MAR」だが、実装は施設ごと5〜25%かつSES依存の MNAR。

実装のほうが現実に近いので、論文が自らを過小に説明している。



04 — 合成データ / 注意

02 で使った生成器は別物である

src/omopDataGenerator.js  と src/omop-polypharmacy-generator.ts  は別系統の生成器で、

OMOP CDM v5.4 のテーブル形式（PERSON、DRUG_EXPOSURE、MEASUREMENT など）に

沿った出力を作る。

02 の tier 1〜3 はこちらを使い、有病率を tierPrevalence  で直接指定する方式だ。

読み方の注意

サブグループの定義が違うので、02 と 07 の数字を1対1で比べることはできない。02 は「調整しないと何が起きるか」を示すためだけに使う。



05 — どう測るか / 仮説Bの答え

Newton法に必要なのは勾配とヘッセ行列だけ。
それは足し算だけで作れる。
足し算には結合律がある。「全患者を1か所に集めて足す」のと「施設ごとに足してか

ら、その和を足す」は完全に同じ値になる。だから施設は自分の患者を1回走査して和を

作り、それだけを送ればいい。反復は中央側で、施設に問い合わせずに回せる。これが単

一パス連合集約である。



05 — どう測るか / 施設側

各施設が1回だけ全患者を走査する

src/siteWorker.js 抜粋・整形

// 1人ずつストリームで受け取る。配列に溜めないのでメモリは患者数に依存しない

for (const patient of generator.generateStream(0, patientsPerSite)) {

  if (patient.hba1cBaseline === null) continue;              // 欠測はスキップ

  // 中央から渡された今のβで「処方される確率」を予測 = 傾向スコア

  const prob = 1 / (1 + Math.exp(-dot(beta, x_ps)));

  // ① 勾配：予測と実際のズレ（残差）を共変量ごとに足し込む

  const residual = patient.treatmentSglt2i - prob;

  for (let j = 0; j < 5; j++) gradient[j] += x_ps[j] * residual;

  // ② ヘッセ行列：5×5 の全組み合わせを足し込む

  const w = prob * (1 - prob);

  for (let j = 0; j < 5; j++)

    for (let k = 0; k < 5; k++) hessian[j][k] += x_ps[j] * x_ps[k] * w;

  // ③ IPWの重み = 処方確率の逆数。発散しないよう 10 で打ち切る

const ipw patient treatmentSglt2i 1 ? 1/prob : 1/(1 prob);



05 — どう測るか / 通信量

患者数にまったく依存しない

成分 役割 現実装 圧縮時

gradient (5) 傾向スコアの1階微分 40 B 40 B

hessian (5×5) 同 2階微分（Newton更新用） 200 B 120 B

XWX (6×6) アウトカム回帰の重み付き共分散 288 B 168 B

XWY (6) 重み付きアウトカム 48 B 48 B

メタデータ 患者数 8 B 8 B

100万人を中央に集めると患者あたり200バイトで約200 MB。集計値方式なら10施設で 5.7 KB、約

35,000分の1。01の単純平均差が40バイトだったので、傾向スコア調整の代金は 544バイト増えるだけ

である。



05 — どう測るか / 全体の流れ

送信は1回、反復は中央だけ

施設 1（100万人） 584 B

施設 2（100万人） 584 B

施設 3（100万人） 584 B

· · ·

施設 1000（100万人） 584 B

⟶

送信は1回のみ
合計 570 KB

中央集約器

→ 勾配 G = Σ gₖ、ヘッセ H = Σ Hₖ

→ Newton法をローカルで回す

→ Σ XWX、Σ XWY からIPWでATE算出

→ 施設への追加問い合わせなし

患者データは1バイトも施設外に出ない。出るのは固定長の行列だけ。



05 — どう測るか / 中央側と実装の工夫

足して、Newtonを1ステップ

src/testOptimized.js 中央集約

// 届いた統計量をひたすら足す

// （これが結合律のご利益）

for (const stat of localStats) {

  for (let j = 0; j < 5; j++) {

    totalGradient[j] += stat.propensity.gradient[j];

    for (let k = 0; k < 5; k++)

      totalHessian[j][k] += stat.propensity.hessian[j][k];

  }

}

// Newton法の1ステップ: β ← β + H⁻¹G

const H_inv = inverse(new Matrix(totalHessian));

const update = H_inv.mmul(columnVector(totalGradient));

for (let j = 0; j < 5; j++)

  this.beta[j] += update.get(j, 0);

10億人を回すための工夫

1施設 = 1 Worker thread。同時実行数は

os.cpus().length  で自動決定（実測24）。1,000施

設なら24施設ずつ42バッチ。

患者を配列に溜めない。1人ずつ受け取りその場で足

し込むので、10億人でもピーク3 GB未満。

チェックポイント。一定サイト数ごとにβをJSON保

存し、後から安定性を検証できる。



06 — 何と比べるか

素朴に考えると、こうなる

これは誤読である

interaction2  の患者の 26.3% は interaction1  の条件（HbA1c>8.0 かつ利尿薬）も同時に満たしており、その分の追加効果 +2.0 を受け取って

いる。

interaction2  に埋め込まれた効果は「入院リスク +5%」で、eGFRへの直接効果はない（04 の Step 5）。01

ならば eGFR の効果は基礎効果の +1.0 のはずだ。02

推定値は +1.50。→ 「50%も過大推定している、IPWは壊れている」03



06 — 何と比べるか / 真値の導出

重複確率から条件付き真値を逆算する

src/testOptimized.js 実行中に自動計算

// interaction2/3 の患者のうち、何%が interaction1 の条件も満たすかを実測し、

// そこから「このサブグループにおける真のeGFR効果」を逆算する

const p_i1_given_i2 = total_i2_also_i1 / total_i2_n;      // 0.2634...

const trueConditionalATE = {

interaction2: { true egfr ate: 1 0 + 2 0 * p i1 given i2 } // 1 527

この節の教訓

正しい真値 1.527 と比べれば、推定値 1.50 は乖離 −1.8% のほぼ無バイアスだった。同じ推定値1.50が、「50%の過大推定」にも「ほぼ正確」に

も見える。違うのは比べる相手だけだ。

サブグループ解析の妥当性は、周辺の埋め込み効果ではなく条件付きの真値と比べないと判定できない。これは合成データだから発見できた問題

である。



07 — 測定結果 / 仮説B（工学）

10億人が家庭用PCで104秒

規模 施設数 処理時間 スループット 総通信量

100万 10 0.223 s 4,484,304 /s 5.7 KB

1億 100 8.6 s 11,580,775 /s 57 KB

10億 1,000 104 s 9,612,981 /s 570 KB

「データ1,000倍なのに時間は466倍」に見えるが、アルゴリズムが超線形に速いわけではない。100万

人の実行は10施設しかないので24コア中10コアしか使えていないだけだ。コアが飽和した1億→10億で

は「データ10倍で時間12倍」とほぼ線形になる。



07 — 測定結果 / この数字が言えないこと

「連合」は単一マシン上の
シミュレーションである。
各施設は同一PC上のWorker threadで、ネットワーク越しの実配備ではない。584 B/施設

はプロトコル上の理論値で、通信遅延・認証・暗号化・障害耐性は測っていない。

正確には「10億人を104秒で連合解析した」ではなく、「連合プロトコルの計算負荷を単

一マシンで104秒ぶん実行した」である。



07 — 測定結果 / 10億人実行の出力

10億人処理して、目的の希少グループは63万人

results/optimized_1billion_run/final_results.json 抜粋

{

  "configuration": { "totalPatients": 1000000000, "nSites": 1000,

                     "patientsPerSite": 1000000, "batchSize": 24 },

  "performance": {

    "elapsedSeconds": 104.026,          // 1分43秒

    "throughput": 9612981,             // 約960万人/秒

    "cpuCores": 24

  },

  "causalEstimates": {

    "propensityBeta": [ -1.994, 2.008, 4.823, 2.929, -0.971 ],  // 切片,age,bmi,hba1c,egfr

    "overallATE": 1.343,

    "subgroupEffects": {

      "overall":      { "ate": 1.285, "n": 841098895 },  // 欠測を除いた8.41億人

      "interaction1": { "ate": 2.860, "n": 169116919 },

      "interaction2": { "ate": 1.500, "n":  41652850 },

      "interaction3": { "ate": 1.457, "n":    632776 }  // 最も希少

    }

}



07 — 測定結果 / 仮説A（統計）・主要な発見

n=704 では推定できなかった効果
が、n=63,340 では正確に測れる

100万人

−28.4%
n = 704

推定 +1.091 / 真値 +1.490

1億人

≈0%
n = 63,340

推定 +1.491 / 真値 +1.490

10億人

−2.2%
n = 632,776

推定 +1.457 / 真値 +1.490

interaction3（有病率0.075%）。実装をまったく変えず、規模だけ100万→1億→10億と変えた結果であ

る。



07 — 測定結果 / 仮説A（統計）

規模で解けるバイアスと、規模では解けないバイアス

サブグループ 条件付き真値 100万 1億 10億

interaction1 +3.000 −7.7% −4.7% −4.7%

interaction2 +1.527 +1.4% −1.9% −1.8%

interaction3 +1.490 −28.4% ≈0% −2.2%

1億人以上ではどのグループも乖離5%以内。一方 interaction1  は1億から10億に増やしても −4.7%の

ままで改善しない。これが03で立てた仮説Aへの答えだ —— 症例数の希少性に由来するバイアスは規模

で解けるが、IPWの重み不安定性に由来するバイアスは解けない。「大量データは万能」でも「無意味」

でもなく、効く相手が決まっている。



07 — 測定結果 / 推定値と真値が隣り合う

乖離0.1%未満

results/optimized_100million_run/final_results.json 抜粋

{

  "performance": { "totalPatients": 100000000, "elapsedSeconds": 9.666, "cpuCores": 24 },

  "causalEstimates": {

    "subgroupEffects": {

      "interaction1": { "ate": 2.8577587, "n": 16906813 },

      "interaction2": { "ate": 1.4983448, "n":  4164554 },

      "interaction3": { "ate": 1.4911199, "n":    63340 }

    },

    "trueConditionalATE": {                       // 06 の式で実行中に自動計算

      "interaction2": {

この数字が言えないこと

IPW推定量は標準誤差も信頼区間も出していない（ATEのみ）。「乖離−2.2%」が誤差の範囲かどうかは判定できない。シードを変えると

interaction3  は n≈700 で 1.060〜2.433 まで振れる。



08 — 結論 / 言えたこと

2つの仮説の答え

仮説B（工学）は成立した。単一パス連合集約は患者あたりの演算が定数なのでO(n)、実時間はコア数で割

ったO(n/P)。10億人・1,000施設を24コアで104秒、施設あたり584バイト・送信1回で処理できた。

仮説A（統計）は条件付きで成立した。規模は症例数の希少性に由来するバイアスを解消する（n=704で

−28% → n=63,340で≈0%）。一方IPWの重み不安定性に由来するバイアスは規模では解けない（1億でも10

億でも−4.7%）。両者を分離して測れたことが主要な成果である。

副産物：評価設計の落とし穴。条件付き真値を導出せず周辺効果と比べると、ほぼ無バイアスな推定を

「50%の過大推定」と誤読する。

そして、調整しない連合推定量は使ってはいけない。p<0.0001 で符号が反転する。精度の高さは正しさの

証拠にならない。



08 — 結論 / 言えないこと（1/2）

検証の限界

すべて合成データ。交絡は共変量5個の線形式、欠測は5〜25%。実データは100変数超・欠測20〜40%で無

視できない機構を持つ。重複不足そのものが低次元シミュレーションの産物である可能性を排除できない。

「連合」は単一マシン上のシミュレーション。ネットワーク遅延・認証・暗号化・障害耐性は未測定。

バッチ処理のため厳密な集中解析等価ではない。βは24施設ごとに1回更新されるので、後半のバッチは前

半より精緻なβを使う（10億人実行では42バッチ）。

βは収束せず「安定化」する。10億人実行で ||β|| は 6.318〜6.472（相対幅2.4%）を揺れ続け、収束判定 ||

∇L|| < 1e-4  は単一パスでは満たされない。



08 — 結論 / 言えないこと（2/2）

検証の限界（続き）

100万人実行のβはNewton法1ステップ分しかない。10施設は1バッチ（24コア）に収まるため、更新は

β=[0,0,0,0,0]  から1回だけ。JSONを見ると100万人が [0.437, 0.547, 1.279, ...] 、1億人が [-1.988,

2.032, 4.795, ...]  と大きく違う。100万人スケールの精度が悪い原因には傾向スコアモデル自体の未収

束も混ざっている可能性がある。

SE・信頼区間が未実装（IPW側）。重みのトリミングや安定化重みもなく、打ち切りは Math.min(ipw, 10)

という素朴な形。

施設は同一の生成過程を持つ。実際の施設は診療慣行・測定機器・コーディングまで異なる。その異質性下

で連合集約が成立するかは未検証。

論文の表とディスク上のJSONで実測値が少し違う。1億人は論文表が8.6秒、JSONは9.666秒（別の実

行）。



08 — 結論 / 位置づけ

これは計算可能性の実証と
実装の正当性確認であり、
医学的発見でも政策提言でもない。
実データで同じ現象が起きるかは、多施設データアクセス・IRB承認・臨床専門家との協

働を必要とする未解決の問いである。



付録 / ファイルの地図

どのファイルが何をしているか

src/siteWorker.js 中核その1（05）。1施設分の患者を1回走査し、勾配・ヘッセ・XWX・XWY・サブグループ統計・重複カウントを返

す（194行）。

src/testOptimized.js 中核その2（05・06）。中央集約器。Workerをバッチ起動 → 加算 → Newtonステップ → チェックポイント。100

万人設定も兼ねる。

src/run100MOptimized.js
src/run1BOptimized.js

上記を継承して規模だけ差し替える薄いラッパ（1億 / 10億）。ロジックは同一。

src/dataGenerator.js 04 の生成器。施設プロファイル、交絡の埋め込み、真の効果の埋め込みを担う。

src/multiSeedTest.js シード42/100/200での再現性確認。interaction3 は n≈700 で 1.060〜2.433 と振れる。

src/*omop*.ts 02 の生成器と推定量。OMOP CDM v5.4 経路とCLI連携。

results/ ・ polypharmacy-results/ final_results.json 、βの軌跡 checkpoint_*.json 、02 の tier 1〜3 の結果（SE・CI・p値つき）。

manuscripts/ 論文 v3.2（英語・日本語、Markdown + PDF）と図版3点。



付録 / 再現手順

自分で動かす

bash module ディレクトリで実行

# 02 — 調整なし推定量が壊れる様子（3秒で終わる）

npm run test:tier1   # 有病率16%    : +0.611 vs 真値 +2.0

npm run test:tier2   # 有病率0.4%   : +0.056 vs 真値 −1.5 ← 符号が逆

npm run test:tier3   # 有病率0.064% : +0.060 vs 真値 +1.5

# 05〜07 — 提案手法（IPW）。同じ実装で規模だけ変える

npm test             # 100万人 : 約0.2秒

npm run run:100m     # 1億人   : 約9秒

npm run run:1b       # 10億人  : 約104秒（16 GB RAM推奨）

実測日 2026-04-27、Linux 6.6.87.2 WSL2 / 24論理コア。コード引用は可読性のため整形・抜粋してい

る。



HARMONIA — 5-BILLION-SCALE-POLYPHARMACY

患者データを動かさずに、
希少な害を測れるようにする

github.com/watilde/Harmonia — Daijiro Wachi

出典：manuscripts/manuscript_v3.2_final.md（日本語版あり）、src/、results/、

polypharmacy-results/ の実測値


